Wykład 8. Modele liniowe normalne
■ Założenia o próbie.
1. Przez próbę będziemy rozumieć niezależne zmienne losowe 
[image: image1.wmf])

,...,

(

1

n

Y

Y

=

Y

 o rozkładach 
[image: image2.wmf])

,

(

2

s

x

i

N

 tzn. 
[image: image3.wmf])

,

(

~

2

s

x

i

i

N

Y

dla 
[image: image4.wmf]n

i

,...

2

,

1

=

.
2. O rozkładach 
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 3. Zagadnienie estymacji jest niezrandomizowaną grą decyzyjną 
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Przypomnienie.

Ogólna postać wzoru na łączną gęstość wektora losowego  Y  o rozkładzie 
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 jest macierzą kowariancji wektora Y.

Twierdzenie.

Niech 
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Uwaga.

1. Przy poczynionych założeniach 
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2. Łączna gęstość rozkładu wektora  
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co możemy zapisać macierzowo
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■ Wniosek 1.

Niech  C  będzie macierzą ortogonalną (
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Dowód.

■ Wniosek 2.

Z ortogonalności macierzy C  wynika, że  
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Napisy 
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■ Wniosek 3.

Zmienne losowe 
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Ponieważ wnioski 1,2,3 są prawdziwe dla każdej macierzy ortogonalnej, to możemy macierz C wybrać w sposób szczególny tak, aby pierwsze s wierszy macierzy  C  rozpinało przestrzeń 
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■ Wniosek 4.

Przy odpowiednim wyborze  C otrzymujemy:
1. 
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■ Wniosek 5.
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■ Wniosek 6.

Statystyka  
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 jest statystyką dostateczną i na mocy twierdzenia Lehmanna zupełną.
■ Twierdzenie ML1.

Estymatorami NJMW dowolnej liniowej funkcji parametrów postaci 
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Problem.

Dużą niedogodnością jest fakt, że powyższe estymatory są funkcjami zmiennych 
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Metoda najmniejszych kwadratów.

■ Definicja estymatora MNK.

Estymatorem MNK (uzyskanym metodą najmniejszych kwadratów)  
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■ Twierdzenie ML2.

Estymatorem NJMW funkcji  
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Na mocy twierdzenia ML1  wystarczy pokazać, że  
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Ponieważ z równości
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wynika, że minimum lewej i prawej strony jest takie samo (jedno), to dla lewej strony osiągamy je dla estymatorów MNK 
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Analogicznie:
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■ Twierdzenie ML3.

Niech  
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Bez straty ogólności o macierzy  X  możemy założyć, że pierwszych  s  wierszy jest liniowo niezależnych. Tworzymy z nich macierz 
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Uwaga.

Założenia twierdzenia ML3 opisują model liniowy normalny, który w bardzo popularnym zapisie macierzowym ma postać
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Jeżeli zrezygnujemy z założenia o rozkładzie normalnym, to otrzymujemy tak zwany ogólny model liniowy.
Przykład.

■ Definicja ogólnego modelu liniowego.

Przez ogólny model liniowy rozumiemy zagadnienie statystyczne w którym przyjęto założenia 
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Wniosek.

Ogólny model liniowy możemy zapisać w sposób
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X  jest macierzą o wymiarach  
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Uwaga.

Należy zwrócić uwagę na brak założenia o normalności rozkładów oraz na wymiar macierzy X , który może być większy od rzędu macierzy.

Przykład (Klasyfikacja pojedyncza – jednokierunkowa).
Badamy wpływ  k  czynników na poziom pewnej cechy np. 

- pacjentom w grupach o liczebności  
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- w uprawie penej rośliny stosujemy k rodzajów nawożenia.
1. Doświadczenie możemy zapisać:


[image: image103.wmf])

,

(

~

2

s

i

ij

m

N

Y

  dla  
[image: image104.wmf]k

i

,...,

1

=

 oraz 
[image: image105.wmf]i

n

j

,...,

1

=

,
lub macierzowo


[image: image106.wmf]ε

Xm

Y

+

=

,

gdzie macierz  X  ma wymiar 
[image: image107.wmf]k

n

´

 i jest macierzą pełnego rzędu 
[image: image108.wmf]k

rz

=

X

.

2. Często używamy w tego rodzaju doświadczeniach następującej parametryzacji
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Poniżej wypisano macierze dla tych modeli

[image: image115.wmf]ú

ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

=

k

kn

n

Y

Y

Y

Y

Y

M

M

21

1

12

11

1

Y

 ,  
[image: image116.wmf]ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ë

é

=

k

m

m

m

M

2

1

m

 , 
[image: image117.wmf]ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ë

é

=

k

m

a

a

a

M

2

1

*

m

, 
[image: image118.wmf]ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

=

1

0

0

1

0

0

0

1

0

0

1

0

0

0

1

0

0

1

K

M

O

M

M

K

K

O

K

K

K

M

O

M

M

K

K

M

O

M

M

K

X

, 
[image: image119.wmf]ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

=

1

0

0

1

0

0

0

1

0

0

1

0

0

0

1

0

0

1

1

1

1

1

1

1

*

K

M

O

M

M

K

K

O

K

K

K

M

O

M

M

K

K

M

O

M

M

K

M

K

M

M

X


■ Twierdzenie Gaussa-Markowa.

W ogólnym modelu liniowym estymator 
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■ Definicja układu równań normalnych.

W ogólnym modelu liniowym w którym 
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■ Twierdzenie.

Jeżeli  
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